


0、引入



传统自编码器被用于降维或特征学习。近年来，自编码器与潜变量模型
理论的联系将自编码器带到了生成式建模的前沿。



什么是降维？

• 降维是减少描述数据的特征数量的过程。可以通过选择
（仅保留一些现有特征）或通过提取（基于旧特征组合来
生成数量更少的新特征）来进行降维。降维在许多需要低
维数据（数据可视化，数据存储，繁重的计算...）的场景
中很有用。

• 首先，我们称编码器为从“旧特征”表示中产生“新特征”
表示（通过选择或提取）的过程，然后将其逆过程称为解
码。降维可以被理解为数据压缩，其中编码器压缩数据
（从初始空间到编码空间，也称为隐空间，latent sapce），
而解码器则用于解压缩。当然，根据初始数据分布、隐空
间大小和编码器的选择，压缩可能是有损的，即一部分信
息会在编码过程中丢失，并且在解码时无法恢复。



奇异值分解（Singular Value Decomposition,SVD）

SVD是一种矩阵因子分解方法，即对于任意一个m×n的矩阵，
都可以将其分解为三个矩阵按顺序相乘（因子分解）的形式，
分别是m阶正交矩阵、由降序排列的非负的对角线元素组成
的m×n矩形对角矩阵和n阶正交矩阵。当任意矩阵经过SVD分
解求得特征值与特征向量，即可用“简单的矩阵”来表示出
原矩阵（复杂矩阵）的全部特征，亦可用【向量换基】来概
括：通过分解来改变原特征空间的空间向量的基。在分解结
果矩阵中保留几个较大的特征值和其特征值所对应的特征向
量，即可解释该矩阵中所包含的绝大部分信息，从而实现数
据降维。



1、表示学习（representation 
learning）

• 尽管当今许多公司都拥有大量数据，但其中绝大
多数数据通常是非结构化和未标记的。事实上，
针对特定业务需求适当标记的数据量通常非常小
（甚至可能为零），获取新标签通常是一项缓慢
而昂贵的工作。因此，能够从未标记的数据中提
取特征以提高数据有限任务性能的算法非常有价
值。



1、表示学习（representation 
learning）

• 大多数机器学习从业者首先通过无监督学习接触
特征提取技术。在无监督学习中，算法试图在某
些（显式或隐含）假设下发现描述数据集“结构”
的潜在特征。例如，低秩奇异值分解（主成分分
析是一个具体示例）将数据矩阵分解为三个简化
秩矩阵，以最小化重建数据矩阵的平方误差。



1、表示学习（representation 
learning）

• 尽管传统的无监督学习技术将永远是机器学习管
道的主要内容，但随着深度学习的持续成功，表
示学习已成为特征提取的替代方法。在表示学习
中，通过在辅助监督学习任务上训练神经网络，
从未标记的数据中提取特征。

• 由于其受欢迎程度，word2vec已经成为表示学习
事实上的“Hello，world！”应用。将深度学习
应用于自然语言处理 （NLP） 任务时，模型必
须同时学习多个语言概念。



词向量模型——

Deep Learning for NLP:
                               Word  Vectors and Lexical Semantics



How to represent words？
• 自然语言文本=离散符号序列（e.g. 词）

• Naive representation: 
                one-hot in R|vocabulary| (very large).

[1,0,0,0,0]
[0,1,0,0,0]
[0,0,1,0,0]
[0,0,0,1,0]
[0,0,0,0,1]

one 1, the rest 0s



Problem with words as discrete 
symbols
问题: 
    稀疏, 正交, 弱语义

Example: 
如果搜索“Seattle motel”，希望匹配包含“Seattle hotel”的文
档。

But:
          motel = [0 0 0 0 0 0 0 0 0 0 1 0 0 0 0]
          hotel = [0 0 0 0 0 0 0 1 0 0 0 0 0 0 0]
这两个向量是orthogonal（正交的）.
one-hot向量不能表示similarity（相似）!
l Solution:
learn to encode similarity in the vectors themselves



Representing words by their 
context

• We want：
1.这种表示包含对应语言单元（词或文档）的
语义信息。

2.这种表示直接度量文本之间的语义相似度。

• Dristributed representation
   "words that occur in the same contexts tend to 
have similar meanings. "—Z.S.Harris(1954) 
   "You shall know a word by the company it 
keeps." — J.R. Firth (1957)



Distributed Representation 
易于数值计算的知识表示：分布式表示

• 语言符号和知识符号
      – 符号逻辑系统
• 计算机擅长处理什么
      – 二进制：进行布尔运算
      – 数字：进行数值计算
• 自然语言处理
      – 用计算机能处理的方式表示和处理自然语言

使用数值表示自然语言中的概念和结构
通过数值计算进行语义计算



Distributed Representation 
一个最成功的思想就是 modern statistical NLP!

当词w出现在文本中时，其上下文是出现在附近的单词集

使用w的许多上下文来构建w的表示



Distributed Representation 
• 为每个词建立稠密的向量, 使得出现在相似上下
文中的词向量也相似



表示：特征工程特征学习（表示学习）



Deep Learning

为什么需要研究深度学习

手工特征耗时耗力，且不易拓展

自动特征学习快，方便拓展

深度学习提供了一种通用的学习框架，

   可用来表示世界、视觉和语言学信息

深度学习既可以无监督学习，也可以监督学习



Neural Embedding Models
• 神经网络词向量表示技术通过神经网络技术对上下文，以及上
下文与目标词之间的关系进行建模。

• Word2Vec从大量文本语料中以无监督的方式学习语义知识。其
中，提出了Skip-Gram和CBOW两种模型。

Mikolov T, et al. Distributed representations of words and phrases and their compositionality.  NIPS, 2013.



Statistical Language Model
P(high price) > P(large price)

建立语言模型，即用来计算一个句子的概率模型
Example：
      我/今天/下午/打/篮球
P(S)=P(w1,w2,w3,w4,w5,…,wn)
      =P(w1) P(w2|w1) P(w3|w1,w2)…P(wn|w1,w2,…,wn-1)





Statistical Language Model
• 统计语言模型的作用是为一个长度为m的字符串确定一个概率分
布P(w1,w2,...,wm)，表示其存在的可能性，其中w1到wm依次表示
这段文本中的各个词。一般在实际求解过程中，通常采用下式
计算其概率值：

 研究者们提出使用一个简化模型：n 元模型（n-gram model）。
在n元模型中估算条件概率时，距离大于等于n的上文词会被忽
略，也就是对上述条件概率做了以下近似：



Statistical Language Model



Word2Vec：Overview

Idea:
• 需要一个大的文本corpus（语料库）
• 在固定词汇表中的每个词被表示为一个vector（向量）
• 遍历文本中的每个位置t, 其中含有一个center word（中

心词）c和它的context words（上下文词）o
• 使用c和o词向量的similarity（相似度）计算在给定c的

条件下o的probability（概率）
• Adjust（调整）词向量以最大化这个概率



Word2Vec：Overview
Example windows and process for computing



Word2vec: objective function
• 给定训练词序列w1,w2,w3,...,wT，训练目标是在固定
词窗m中，从中心词wt预测上下文词，即：

•    



Answer: 每个词w使用两个向量表示 :
     -       when w is a center word
     -       when w is a context word
对于中心词 c 及上下文词 o: 

Word2vec: objective function

• Question: How to calculate



Word2vec: objective function



The Details
• 训练样本：
通过逐一选定句子中的单词作为输入词，将与之相邻的词提取
出来，进行学习。



The Details
• 输入层：
通常会将文本中的词进行编码表示，如常见的有将文本库中的
单词转换为词汇表，这样可以将每个单词通过one-hot编码表示。



The Details
• 隐藏层：
如果现在想用300个特征来表示一个单词（即每个词可以被表
示为300维的向量）。那么隐层的权重矩阵应该为10000行，
300列（隐层有300个神经元）。

隐藏层中的权重矩阵大小

为10000*300，一个10000
维的one-hot输入词通过

权重矩阵映射到了一个

300维的向量。



The Details 
l隐层如何通过这个的权重矩阵映射？First，Input word被
我们进行了one-hot编码。And then？

矩阵乘法
l One-hot与隐藏层权重矩阵相乘实际上是取权重矩阵特定

的行，如下图所示：

这样模型中的隐层权重矩阵便成了一个“查找表（lookup 
table）”，进行矩阵计算时，直接去查输入向量中取值为1
的维度下对应的那些权重值。隐层的输出就是每个输入单
词的“词向量”。



The Details 
• 输出层：
经过神经网络隐层的计算，ants这个词会从一个1*10000的向
量变成1*300的向量，再被输入到输出层。输出层是一个
softmax回归分类器，它的每个结点将会输出一个0-1之间的值
---概率。



To train the model: Compute all 
vector gradients!



l Gradient Descent（梯度下降）是最小化代价函数       
    的一种Algorithm（算法）
Idea：对    的当前值，计算         的梯度，在负梯度方向上
          前进一小步。Repeat（重复）

Optimization: Gradient Descent



Gradient Descent



Empirical Result

Mikolov T, et al. Distributed representations of words and phrases and their compositionality.  NIPS, 2013.



Empirical Result

Fu, Ruiji, et al.  Learning semantic hierarchies via word embeddings.  ACL,2014.







2、生成模型（ generative model ）

频率学派与贝叶斯学派：统计学领域的两大学派

统计学作为一门重要的学科，涉及到对数据进行分析、
推断和预测。而在统计学领域，存在着两大主流学
派——频率学派和贝叶斯学派。这两个学派采用不同
的理论基础和方法论，对未知参数的推断和估计有截
然不同的观点。



2、生成模型（ generative model ）

一、频率学派

频率学派（传统学派）认为样本信息来自总体，通过
对样本信息的研究可以合理地推断和估计总体信息，
并且随着样本的增加，推断结果会更加准确。代表性
人物是费希尔（R. A. Fisher, 1890-1962）。

频率学派的核心思想是基于大样本理论，将概率看作
频率的极限，以样本观测值的频率为基础进行推断。
频率学派注重数据的重复抽样和统计量的性质，比如
点估计、置信区间和假设检验等。它强调的是通过样
本信息来推断总体参数，并将此过程视为客观的、可
重复的。



2、生成模型（ generative model ）

二、贝叶斯学派

贝叶斯学派源于英国学者贝叶斯（T. Bayes, 1702-1761）
在1763年发表的著名论文《论有关机遇问题的求解》。
贝叶斯学派认为任何一个未知量都可以看作是随机的，
应该用一个概率分布去描述未知参数，而不是频率派
认为的固定值。



2、生成模型（ generative model ）

二、贝叶斯学派

贝叶斯学派的核心思想是先验信息与后验信息相结合，
通过贝叶斯公式将先验信息与样本数据进行结合，得
到后验分布，并以此作为对未知参数的推断。贝叶斯
学派强调主观先验信息的引入，因此不同人可能会有
不同的先验分布，从而导致不同的推断结果。贝叶斯
学派注重个体的主观判断和背景信息，更加灵活和主
观。



2、生成模型（ generative model ）

二、贝叶斯学派



2、生成模型（ generative model ）

生成模型（Generative Model）和判别模（Discriminative 
Moel)

判别模型：由数据直接学习决策函数Y=f(X)或者条件概率
分布P(Y|X)作为预测的模型，即判别模型。基本思想是有
限样本条件下建立判别函数，不考虑样本的产生模型，直
接研究预测模型。典型的判别模型包括k近邻，感知级，
决策树，支持向量机等。

生成模型：由数据学习联合概率密度分布P(X,Y)，然后求
出条件概率分布P(Y|X)作为预测的模型，即生成模型：
P(Y|X)= P(X,Y)/ P(X)。基本思想是首先建立样本的联合概率
概率密度模型P(X,Y)，然后再得到后验概率P(Y|X)，再利用
它进行分类。常见的有NB HMM模型。



2、生成模型（ generative model ）

生成式人工智能 (Generative Artificial Intelligence, GAI)
旨在通过学习训练数据的分布模型来生成新的、原
创的数据。人工智能生成内容（Artificial Intelligence 
Generated Content , AIGC )是生成式人工智能的一个
具体应用和实现方式，是指利用人工智能技术生成
各种形式的内容，如文字、图像、音频和视频等。



2、生成模型（generative model）

2.1. 人造分布与真实分布

一张人脸图片，其实本质上是一个由诸多像素值组成
的矩阵，可视为一个高维的变量。在日常生活中，我
们知道有所谓的“大众脸”，其实这侧面也就反应了人
脸的生成其实是服从某一个概率分布的，只是我们不
知道这个分布到底长什么样子？每当新生儿诞生甚至
更早一点在胚胎形成的时候，其实就好像在这个庞大
的人脸分布中进行了一次采样(条件采样)。所以其实
你随便拿一张照片来，其实它都服从某一个分布，人
脸有人脸的分布，狗脸有狗脸的分布。在此我们姑且
将一个“造物主”创建的分布(比如某种猫脸的分布)称
之为           。



2、生成模型（ generative model ）
2.1. 人造分布与真实分布

• 借助深度学习方法，人类也想成为“造物主”, 这便
引出了一系列生成式模型。人们利用神经网络的
强大拟合能力，学习到了模拟分布        , 人们通过
不断调节参数   来尽可能逼近真实分布        , 然后
再从这个人造的分布中采样，这就得到所谓生成
的事物（比如生成一张这个地球上不存在的猫
脸）。

去噪扩散概率模型（Denoising Diffusion Probabilistic Model, DDPM）在2020年被提出，
向世界展示了扩散模型的强大能力，带动了扩散模型的火热。



2、生成模型（ generative model ）

有了这个想法，那紧接着问题就来了: 
1、该如何设计这个网络模型，来尽可能模拟这个世
界上客观存在的分布?（关乎网络的设计）

2、如何度量两个分布之间的差距？如何让人造分布
与真实分布尽可能接近？(关乎Loss的设计)



2、生成模型（ generative model ）

2.2.KL散度

第一个问题太泛了，先从第二个问题入手，因为有现
成的度量工具(KL散度)。 



2、生成模型（ generative model ）



2、生成模型（ generative model ）

所以最小KL散度和最大似然，二者殊路同归。所以就是
说如果想要让生成的分布与真实的分布越接近，其实也
可以近似的等价于求解数据集的极大似然，也就是求：



2、生成模型（ generative model ）

第一个问题：怎么去模拟呢？怎么去设计模型呢？
直接构造         十分麻烦，那只好间接去构造，共通
的思路就是要把这个抽象的式子转化, 与我们训练的
损失函数对应起来, 在减小loss的时候同时减小真实
分布与模型分布之间的差异。 所以要有一个桥梁, 比
如这便很自然地引出了**隐变量模型**



2、生成模型（ generative model ）
2.3. 隐变量模型



2、生成模型（ generative model ）



Generative Adversarial Nets（生成对抗网络）

2、生成模型——GAN



Generative Adversarial Nets（生成对抗网络）

2、生成模型——GAN



变分自动编码器VAE(Variational Auto－encoder)

2、生成模型——VAE



变分自动编码器VAE(Variational Auto－encoder)

2、生成模型——VAE



2、生成模型——扩散模型
（Diffusion Model）

去噪扩散概率模型（Denoising Diffusion Probabilistic 
Model, DDPM）简单来说，扩散模型包含两个过程：前向
扩散过程和反向生成过程，前向扩散过程是对一张图像
逐渐添加高斯噪音直至变成随机噪音，而反向生成过程
是去噪音过程，我们将从一个随机噪音开始逐渐去噪音
直至生成一张图像，这也是我们要求解或者训练的部分。

去噪扩散概率模型（Denoising Diffusion Probabilistic 
Model, DDPM）



扩散过程：

扩散过程是指的对数据逐渐增加高斯噪音直至数据
变成随机噪音的过程。扩散过程的每一步都生成一
个带噪音的数据xt，整个扩散过程也就是一个马尔卡
夫链：

2、生成模型——扩散模型
（Diffusion Model）



反向过程：

2、生成模型——扩散模型
（Diffusion Model）



2、生成模型（ generative model ）




