
联结主义（神经网络）



1.常用的激活函数：



Sigmoid缺点

但是最近几年，Sigmoid激活函数已经越来越少地被人使用了，主要是因
为Sigmoid 函数有以下两大缺点：

    （1） Sigmoid函数会造成梯度消失。一个非常不好的特点就是
Sigmoid函数在靠近 1和0的两端时，梯度会几乎变成0，我们前面讲过梯
度下降法通过梯度乘上学习率来更新参数，因此如果梯度接近0，那么没
有任何信息来更新参数，这样就会造成模型不收敛。另外，如果使用
Sigmoid函数，那么需要在初始化权重的时候也必须非常小心。 如果初始
化的时候权重太大，那么经过激活函数也会导致大多数神经元变得饱和，
没有办法更新参数。



Sigmoid缺点

但是最近几年，Sigmoid激活函数已经越来越少地被人使用了，主要是因
为Sigmoid 函数有以下两大缺点：



1.常用的激活函数：



1.常用的激活函数：



ReLU优缺点：



ReLU优缺点：



1.常用的激活函数：

• 4.其他



1.常用的激活函数：

• 4.其他



2.常用的损失函数：

损失函数可以表示为                ,用以衡量真实值 y和预测值 
f(x)之间不一致的程度，一般越小越好。为了便于不同损失函数的比较，
常将其表示为单变量的函数，在回归问题中这个变量
为               ,残差；在分类问题中为           趋势一致。



回归问题

（1）MSE 均方误差
均方误差（MSE）是回归损失函数中最常用的误差，也常被称为L2 loss，
它是预测值与目标值之间差值的平方和，其公式如下所示：

优点：各点都连续光滑，方便求导，具有较为稳定的解。
缺点：不是特别的稳健，因为当函数的输入值距离中心值较远的时候，使
用梯度下降法求解的时候梯度很大，可能导致梯度爆炸。



回归问题

（2）平均绝对误差
平均绝对误差（MAE）是另一种常用的回归损失函数，也常被称为L1 loss，
它是目标值与预测值之差绝对值的和，表示了预测值的平均误差幅度，而
不需要考虑误差的方向，范围是0到∞，其公式如下所示：

优点：无论对于什么样的输入值，都有着稳定的梯度，不会导致梯度爆炸
问题，具有较为稳健性的解。
缺点：在中心点是折点，不能求导，不方便求解。



回归问题

（3）smooth L1 loss
smooth L1说的是光滑之后的L1，前面说过了L1损失的缺点就是有折点，不
光滑，导致不稳定，那如何让其变得光滑呢？smooth L1损失函数为：

smooth L1 loss让loss对于离群点更加鲁棒，相比于L2损失函数，其对离
群点、异常值（outlier）不敏感，梯度变化相对更小，训练时不容易跑飞。



分类问题

（1）0-1损失函数
以二分类问题为例，错误率=1-正确率，也就是0-1损失函数，可以定义为：

该损失函数不考虑预测值和真实值的误差程度，也就是说只要预测错误，
预测错误差一点和差很多是一样的。感知机就是用的这种损失函数，但是
由于相等这个条件太过严格，我们可以放宽条件，即满足 |Y−f(X)|<T时认
为相等。

这种损失函数用在实际场景中比较少，更多的是用来衡量其他损失函数的
效果。



分类问题

（2）绝对值损失函数



分类问题

（3）交叉熵损失函数
交叉熵损失是非常重要的损失函数，也是应用最多的损失函数之一, 交叉
熵损失更清晰的描述了模型与理想模型的距离。二分类问题的交叉熵 Loss 
主要有两种形式（标签y的定义不同）：
基于输出标签 label 的表示方式为 {0,1}，也最为常见。它的 Loss 表达
式为：

基于输出标签 label 的表示方式为 {-1,+1} （Logistics Loss），也比
较常见。它的 Loss 表达式为：

ys 的符号反映了预测的准确性。



分类问题

（4）Softmax Loss
对于多分类问题，也可以使用Softmax Loss。
机器学习模型的 Softmax 层，正确类别对于的输出是：

（5）Logistic loss



3.深度模型中的优化

寻找神经网络上的一组参数θ，它能显著地降低代价函数J (θ)，
该代价函数通常包括整个训练集上的性能评估和额外的正则化项。



经验风险最小化（empirical risk minimization）

一般的优化和用于训练算法的优化有一个重要不同：
训练算法通常不会停止在局部极小点，通常是在基于提前终止的
收敛条件满足时停止。与纯优化不同的是，提前终止时代理损失
函数仍然有较大的导数，而纯优化终止时导数较小。



批量算法



随机梯度下降（stochastic gradient descent, SGD）

l 准确计算这个期望的计算代价非常大，因为需要在整个数据集上的每
个样本上评估模型。

l 从小数目样本中获得梯度的统计估计的动机是训练集的冗余。
l 在实践中，可以从数据集中随机采样少量的样本，然后计算这些样本

上的平均值。

ü 小批量是随机抽取的这点很重要。从一组样本中计算出梯度期望的无偏估计
要求这些样本是独立的。也希望两个连续的梯度估计是互相独立的，因此两个连
续的小批量样本也应该是彼此独立的
ü 很多小批量随机梯度下降方法的实现都会打乱数据顺序一次，
然后多次遍历数据来更新参数。







l 学习率可通过试验和误差来选取，通常最好的选择方法是监测目标函数值随时
间变化的学习曲线。与其说是科学，这更像是一门艺术。
Ø 若太大，学习曲线将会剧烈振荡，代价函数值通常会明显增加。
Ø 如果学习率太小，那么学习过程会很缓慢。如果初始学习率太低，那么
学习可能会卡在一个相当高的代价值。



梯度下降法的变式

1.SGD

       随机梯度下降法是梯度下降法的一个小变形，就是每次使
用一批（batch)数据进行梯度的计算，而不是计算全部数据的梯度，
因为现在深度学习的数据量都特别大，所以每次都计算所有数据的
梯度是不现实的，这样会导致运算时间特别长，同时每次都计算全
部的梯度还失去了一些随机性，容易陷入局部误差，所以使用随机
梯度下降法可能每次都不是朝着真正最小的方向，但是这样反而容
易跳出局部极小点。



加速神经网络训练---Momentum



2.Momentum

第二种优化方法就是在随机梯度下降的同时，增加动量(Momentum)。这来自
于物理中的概念，可以想象损失函数是一个山谷，一个球从山谷滑下来，在
一个平坦的地势，球的滑动速度就会慢下来，可能陷人一些鞍点或者局部极
小值点。



这个时候给它增加动量就可以让它从高处滑落时的势能转换为平地的动能，相
当于惯性增加了小球在平地滑动的速度，从而帮助其跳出鞍点或者局部极小点。

动量怎么计算呢？动量的计算基于前面梯度，也就是说参数更新不仅仅基于当
前的梯度，也基于之前的梯度。





加速神经网络训练---AdaGrad



AdaGrad在算法中使用了累积平方梯度r=:r + gg。那么在下次计算更新的时候，
r是作为分母出现的，越大的反而更新越小，越小的值反而更新越大，
那么更新则会像下面绿色线更新一样，明显就会好于SGD蓝色更新曲线。

在参数空间更为平缓的方向，会取得更大的进步（因为平缓，所以历史梯度平方和
较小，对应学习下降的幅度较小），并且能够使得陡峭的方向变得平缓，
从而加快训练速度。



加速神经网络训练---RMSProp



RMSprop是一种Adagrad的改进方法。

这里主要多了一个，这是一个衰减率，也就是说RMSprop不再会将前面所有的
梯度平方求和，而是通过一个衰减率将其变小，使用了一种滑动平均的方式，
越靠前面的梯度对自适应的学习率影响越小，这样就能更加有效地避免Adagrad
学习率一直递减太多的问题，能够更快地收敛。



加速神经网络训练---Adam

RMSprop+Momentum



优化器



选择正确的优化算法

该选择哪种算法呢？

• 遗憾的是，目前在这一点上没有达成共识。Schaul et al. (2014) 展示了
许多优化算法在大量学习任务上极具价值的比较。虽然结果表明，具有自适
应学习率（以RMSProp 和AdaDelta 为代表）的算法族表现得相当鲁棒，不
分伯仲，但没有哪个算法能脱颖而出。

• 目前，最流行并且使用很高的优化算法包括SGD、具动量的SGD、RMSProp、
具动量的RMSProp、AdaDelta 和Adam。此时，选择哪一个算法似乎主要取决
于使用者对算法的熟悉程度（以便调节超参数）。



4.数据处理和训练技巧

：数据预处理

1.中心化

      数据预处理中一个最常见的处理办法就是每个特征维度都减去相应的
均值实现中心化，这样可以使得数据变成0均值，特别对于一些图像数据，
为了方便我们将所有的数据都减去一个相同的值。



4.数据处理和训练技巧

：数据预处理

2.标准化

     在使得数据都变成0均值之后，还需要使用标准化的做法让数据不同
的特征维度都有着相同的规模。有两种常用的方法：一种是除以标准差，
这样可以使得新数据的分布接近标准高斯分布；还有一种做法就是让每
个特征维度的最大值和最小值按比例缩放到-1〜1之间

    如果知道输入不同特征有着不同的规模，那就需要使用标准化的做法
让它们处于同一个规模下面，这对于机器学习算法而言是非常重要的。



4.数据处理和训练技巧
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4.数据处理和训练技巧

：权重初始化

1.全0初始化
      
      首先从一个最直观，但是不应该采用的策略入手，那就是将参数全部初始化为0。
      解释一下为什么不能采用这一种策略：首先，我们并不知道训练之后的网络最后
权重更新的是多少，但是知道数据在进入网络之前经过了合适的预处理，所以我们可
以假设最后的权重有一半是正的，一半是负的，所以将参数全部初始化为0似乎是一
个非常好的选择。但这是不对的，因为如果神经网络中每个权重都被初始化成相同的
值，那么每个神经元就会计算出相同的结果，在反向传播的时候也会计算出相同的梯
度，最后导致所有权重都会有相同的更新。换句话说，如果每个权重都被初始化成相
同的值，那么权重之间失去了不对称性。



4.数据处理和训练技巧

：权重初始化

2.随机初始化

      目前知道我们希望权重初始化的时候能够尽量靠近0，但是不能全都等于0，
所以可以初始化权重为一些靠近0的随机数，通过这个方式可以打破对称性。
这里面的核心想法就是神经元最开始都是随机的、唯一的，所以在更新的时候
也是作为独立的部分， 最后一起合成在神经网络当中。
 
      一般的随机化策略有高斯随机化、均匀随机化等，需要注意的是并不是越小的随
机化产生的结果越好，因为权重初始化越小，反向传播中关于权重的梯度也越小，
因为梯度与参数的大小是成比例的，所以这会极大地减弱梯度流的信号，成为神经
网络训练中的一个隐患。



4.数据处理和训练技巧

：权重初始化



4.数据处理和训练技巧

：权重初始化

5.批标准化（Batch Normalization )

       最近兴起的一项技术叫做批标准化，它的核心想法就是标准化这个过程是
可微的，减少了很多不合理初始化的问题，所以可以将标准化过程应用到神经
网络的每一层中做前向传播和反向传播，通常批标准化应用在全连接层后面、
非线性层前面。
       实际中批标准化已经变成了神经网络中的一个标准技术，特别是在卷积
神经网络中，它对于很坏的初始化有很强的鲁棒性，同时还可以加快网络的
收敛速度。另外，批标准化还可以理解为在网络的每一层前面
都会做数据的预处理。



Batch normalization:

Ioffe S, Szegedy C. Batch normalization: Accelerating deep network training by reducing internal covariate shift[C]//
International conference on machine learning. PMLR, 2015: 448-456.
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4.数据处理和训练技巧
：防止过拟合
2.Dropout

       现在介绍一种非常有效、简单、同时也是现在深度学习使用最为广泛的防止
过拟合的方法——Dropout。其核心想法就是在训练网络的时候依概率P保留每个
神经元， 也就是说每次训练的时候有些神经元会被设置为0。




